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连续音素的改进深信度网络的识别算法∗
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摘要 为提高连续语音识别中的音素识别率，提出一种基于改进并行回火训练的受限波尔兹曼机的音素识别

算法。首先，利用经过等能量划分后的改进并行回火算法来训练受限玻尔兹曼机，接着将受限玻尔兹曼机堆叠

组成一个深信度网络，从而作为深度神经网络预训练的基础模型，然后通过 softmax层输出，得到用于音素状
态后验概率检测的深度神经网络。接着，利用少量的标签数据，根据反向传播算法对网络权重进行微调。最后，

将所得后验概率作为隐马尔科夫的发射概率，然后利用Viterbi解码器实现音素识别。在TIMIT语料库上的
实验表明，识别率相比于传统的对比散度类算法提高了约 4.5%，在不增加计算量的情况下比原始并行回火算
法提高约 1%。
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Abstract In order to improve the accuracy of phoneme recognition in continuous speech recognition, in
this paper, a modified parallel tempering (PT) algorithm applied to train the restricted Boltzmann machine
(RBM) is proposed. Firstly, RBM is trained in light of Metropolis-Hasting for parallel tempering sampling, then
stacking up RBMs to form a deep belief network (DBN) as the basis for deep neural network (DNN) pre-training,
then by adding an output layer called “softmax” to the network, a DNN detecting the posterior probability
of phoneme can be created. Subsequently, backward propagation algorithm is applied to fine-tune the weights
discriminatively with less label data. Finally, the sequence of the predicted probability distribution is fed into
a standard Viterbi decoder. The experiments show that the proposed method has a better performance on the
TIMIT dataset than traditional ways. Its recognition rate is higher 4.5% than contrastive divergence (CD),
and 1% than original PT without more computation.
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0 引言

音素识别指的是对给定的语音特征向量，估

计语音标签序列的过程，在诸多语音识别系统中

具有广泛的应用 [1−2]，如关键字识别、语言分类、

说话人识别等。有效的音素识别是提高语音识别

的关键。

目前语音识别系统常用隐马尔科夫模型 (Hid-
den Markov models, HMM)来处理语音中的时域
变量，用高斯混合模型 (Gaussian mixture models,
GMM)来确定每一个HMM状态是如何对应于一
帧输入语音参数 [3]。但是这种方法还存在一些缺

点：在模拟数据空间中非线性样本时，其统计无

效。例如对球面上的点集进行建模时，GMM就
需要使用大量的对角高斯或协方差高斯 [4]。此外

这种方法的语音是通过调制动态系统中相对较

少的参数产生的，这意味着它真实的底层结构

是用了一组低维数据来表示一帧包含了上百参

数的语音。所以如果能充分挖掘帧中的信息，就

有可能找到一种比GMM更好的方法来进行语音
建模。

为克服上述缺点，有学者提出将深度神经网

络应用于声学建模中，用深信度网络 (Deep belief
network, DBN)/隐马尔科夫模型 (DBN/HMM)结
构来提高最终的识别率 [5−6]。Google 与YouTube
的相关实验也表明DBN/HMM在语音识别效果上
要远远优于传统的GMM/HMM[4]。而DBN是通
过将多个受限玻尔兹曼机 (Restricted Boltzmann
machine, RBM)堆叠而成，所以RBM的训练成为
整个结构的关键。Hinton[7]在 2010 年提出了对比
散度 (Contrastive divergence, CD)用来训练RBM，
之后又出现了持续对比散度 (Persistent contrastive
divergence, PCD)[8]。但是这两种方法都是对单条
马尔可夫链进行采样，且在初始化数据上也较为粗

糙，导致其在计算模型期望时存在较大误差。

为此本文在并行回火 (Parallel tempering, PT)
算法的基础上，根据来自多条吉布斯链样本的状

态能量，进行等能量划分，构建多个能量环，提高

相邻温度链之间的交换率，进而优化RBM的训练，
并将训练好的RBM堆叠成DBN进行音素识别。在
TIMIT语料库上，由改进的并行回火算法所获得的

识别率明显高于对比散度类算法。

1 受限玻尔兹曼机

受限玻尔兹曼机 (RBM)是一种特殊的马尔科
夫随机域，一个RBM包含一个由随机的隐层单元
构成的隐层和一个由随机的可见单元构成的显层，

其中隐层一般为伯努利分布，显层一般是高斯分布

或伯努利分布 [9]。RBM可以表示成双向图，只有不
同层之间的单元才会存在边，同层单元之间都不会

有边连接，即层间全连接，层内无连接。

RBM是一种基于能量的模型，其可见矢量v和

隐层矢量h的联合配置能量由公式 (1)给出。

E (v,h) = −
∑

i∈visible
aivi −

∑
j∈hidden

bjhj

−
∑
i,j

vihjwij , (1)

其中，vi是可见单元的二值状态，hj是隐层单元的

二值状态，ai和 bj分别是可见单元 i和隐层单元 j

的偏置值，wij是链接权值。通过E可以定义可见单

元和隐层单元状态的联合分布概率：

p (v,h;w) =
1

Z
e−E(v,h;w), (2)

其中Z是配分函数或归一化项，Z=
∑
v′,h′

e−E(v′,h′;w)
。

模型中可见矢量v的概率计算公式如下：

p(v) =
1

Z

∑
h

e−E(v,h;w)
. (3)

因为RBM层内无连接，所以隐层单元之间是
独立的，所以可见矢量v的概率是对隐层单元的求

和。RBM中的权值更新算法依据梯度下降法 [7]：

1

N

n=N∑
n=1

∂ lg p (vn)

∂wij
= ⟨vihj⟩data − ⟨vihj⟩model, (4)

式 (4)表示由输入数据所确定的期望 ⟨vihj⟩data 与

模型获取的期望 ⟨vihj⟩model之间的差异。最终，可

以得到RBM 的权值每次更新的大小为

∆wij = ϵ
(
⟨vihj⟩data − ⟨vihj⟩model

)
. (5)

2 改进的RBM的训练算法

对于RBM而言，由于隐层单元之间没有连接，
无偏样本 ⟨vihj⟩data是很容易得到的，而且条件分布
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p(h|v) =
∏

j
p(hj |v)，给定一个可见矢量v，隐层单

元hj的状态为1的概率为

p (hj = 1|v) = logistic
(
bj +

∑
i

viwij

)
. (6)

同理可得给定一个隐层矢量h，可见单元 vi的状态

为1的概率为

p (vi = 1|h) = logistic

ai +
∑
j

hjwij

 . (7)

无偏样本 ⟨vihj⟩model的获得是很困难的。传

统算法采用对比散度来近似计算该模型的期

望，步骤总结如下：(1)初始化可见矢量v0；(2)
采样h0 : p(h|v0)；(3)采样 v1 : p(v|h0)；(4)采样
h1 : p(h|v1)；如此交替进行采样来训练RBM。由此
可知，该算法的复杂度是指数级增加的。

为解决RBM的训练效率问题，目前提出了
对比散度 (CD)、持续对比散度 (PCD)和并行回火
(PT)等方法 [10]。对比散度是训练RBM的标准方
法，它通过训练数据来初始化吉布斯链，然后交替执

行CD-1算法，所以实际上它并没有依据模型分布
来计算对数概率的梯度 [7]。持续对比散度是通过对

一条持续马尔科夫链进行吉布斯采样来计算模型

梯度，其初始吉布斯的状态来源于前一次的更新参

数，而不是训练数据 [8]。这两种方法都仅使用单一

的马尔科夫链来计算 ⟨vihj⟩model，这会引起训练退

化。尤其是对含有多个峰值的目标分布，这种使用

对比散度或持续对比散度的吉布斯采样会容易陷

入局部最优。

“回火”作为一种通用策略，它通过从 1/t < 1

的模型中采样来实现不同峰值之间的快速混合。本

文使用并行回火采样对RBM训练 (RBM-PT)，并
行回火引入了增补吉布斯链，它能够从渐进平滑的

原始分布中采样 [11−12]。RBM-PT在训练过程中，
每个温度对应一条吉布斯链并使用并行回火的方

法采样。每条吉布斯链对应一个不同的温度 ti，ti满

足 1 = t1 < · · · < ti < · · · tM−1 < tM，不同温度链

之间根据一定的条件决定是否交换采样值。

根据式 (2)，在不同的温度下，并行回火RBM
联合概率为

p(v,h) =
1

Z(ti)
exp

(
− 1

ti
E (v,h; θ)

)
,

i = 1, 2, · · · ,M. (8)

通过将式 (1)的RBM参数 θRBM = {W,a, b}
中的显层单元与隐层单元之间的连接权重W

乘以温度β，整个模型的参数变为 θRBM−PT =

{βW, a, b}，对于偏置值a和 b并没有改变。此时，

并行回火算法可与受限波尔兹曼机结合，改善训练

效率。公式 (8)中的参数 t指 “温度”，该参数反映了
基于能量模型的统计物理起源。当温度趋于 0时，
1/t 则趋于无穷，此时的基于能量的模型是确定性

的。反之，基于能量的模型成了均匀分布。

并行回火蒙特卡罗算法包括两个阶段：

(1) Metropolis-Hastings采样 [13]阶段：根据已

有的采样值计算当前温度的下一个采样点，基本采

样计算公式为

xi+1|xi = Metropolis

− Hastings
(
xi +N

(
0,

σ2
i

tk

))
, (9)

其中，N

(
0,

σ2
i

tk

)
是均值为 0、方差为 σ2

i

tk
的正态分

布，tk表示温度，xi表示第 i 条链的显层与隐层

状态。

(2)交换：并行回火RBM模型的交换条件如下：

min
{
1, exp

(( 1

tγ
− 1

tγ−1

)
∗
(
E(vγ , hγ)

− E(vγ−1, hγ−1)
))}

, (10)

其中，tγ与 tγ−1是两个相邻的温度，E(vγ , hγ)与

E(vγ−1, hγ−1)是其对应的隐层期望。如果满足该

条件，就把相邻的温度链下的采样点交换，否则不交

换。为了提高这种交换率，本文提出了如下改进方

法：由公式 (10)可得，当温度固定时，交换率取决于
两个状态能量之差，且差值越小交换的可能就越大。

本文根据所有链的状态能量，将状态空间分为几个

等能量集合，促使当前状态向等能量集中的其他状

态转移。具体算法如下：

首先引入d+ 1个能量水平：

H1 < H2 < · · · < Hd+1 = ∞, (11)

理论上H1应小于最小能量，但在本文中H1被设为

最小能量，而Hd等于最大能量值。因为这样也能包

含模型中的所有状态能量。H2, · · ·, Hd−1通过均分

(Hd −H1)获得。

其次根据这d+1个能量水平，要将N个马尔可
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夫链划分为多个能量环，每个能量环Dj定义如下：

Dj = {(v,h) : E(v,h) ∈ [Hj ,Hj+1]} ,

j = 1, · · · , d. (12)

接着在能量环内执行交换，而是否交换的依据

类似于公式 (10)，不同的是此处的能量差应为同一
能量环内的两条链的能量差。实际中交换的次序是

从高温向低温执行的。此外由于在训练时RBM的
参数是动态改变的，所以这些状态能量也是动态的，

实际操作中我们只要在训练RBM前设定好能量环
的数量d即可。

最后经过多次循环采样、交换，最终将 t1 = 1温

度下的采样值用于RBM预训练模型参数 θ，并采用

并行回火获取的目标采样值可使RBM训练获得较
好的应用效果。

3 基于RBM的深信度网络

在训练好一个RBM后，其隐层单元状态可以
作为训练下一个RBM的数据，所以该RBM能够学
习到第一个RBM隐层单元之间的依赖性。这一过
程可以一直重复下去，直到产生所需要的非线性特

征检测器的层数，层数越多统计数据结构也就越复

杂。将多个RBM堆叠起来就能产生一个多层生成
模型——深信度网络 (DBN)。虽然单个RBM是间
接模型，但由它产生的DBN是一个混合生成模型。
DBN的最上面 2层是无向链接，其他层是自顶向下
的有向链接。获得DBN之后，在其顶层之上，再增
加一个 softmax输出层，输出每种音素对应的概率
值。此时的网络称为DBN-DNN，如图1所示。

GRBM

W1 W1 W1

copy

W4

DBN-DNN

RBM

W2 W2 W2

copy

RBM

W3 W3 W3 

RBM

图 1 利用RBM堆叠产生用于音素识别的DBN
Fig. 1 Stacking up RBMs to form DBN for
phoneme recognition

RBM的预训练仅仅为了使得DBN获得一个
较好的初始权重，避免训练时陷入局部最优 [14]。为

了使得DBN能更好地应用于音素识别，还需要针
对目标输出进行监督训练。其输出目标为语音内的

中间帧所对应的HMM状态。训练的损失函数为交
叉熵，通过方向传播算法获得网络的最终权值。

4 实验结果分析

4.1 实验配置

本文实验在TIMIT语料库上进行，选择 462个
说话人的 3296个语句为训练集，选择TIMIT的核
心测试集 (24个说话人的 192个语句)作为测试集。
语音信号使用Hamming窗处理，帧长 25 ms，帧移
10 ms，预加重系数为0.97。声学特征参数使用13阶
梅尔频率倒谱系数 (Mel-frequency cepstrum coeffi-
cients, MFCC)，以及其一阶、二阶差分系数，最终使
得每帧语音含有 39维特征参数。RBM的训练使用
8条吉布斯链。预训练时的学习率为 0.001。监督学
习中的学习率为0.0001，以Adam为优化器。

4.2 参数性能分析实验

图 2给出了隐层单元数为 1024时，隐层数与帧
数对识别结果的影响。从图2中可以看出，随着隐层
数量和输入帧数的增加，识别性能有明显改善。其

中隐层数量的增加提高了网络对非线性函数的拟

合能力，而帧数的增加则代表了输入上下文信息量

的增加。当DNN的隐层数为 4、输入帧数为 15时，
取得了最佳识别性能。说明隐层数量的增加并不会
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7  
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15  
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图 2 输入帧数变化时的音素识别性能

Fig. 2 The phoneme recognition performance
when the input frames numbers change



第 38卷 第 1期 阴法明等：连续音素的改进深信度网络的识别算法 43

无限度地提高识别率，因为随着层数的增加，会导致

梯度消失等问题 [15]。同样输入信息的增加也不会

无限度地改善系统性能，一方面是因为时间跨度较

大的两帧语音数据之间的相关性较小，甚至有可能

从一个音素所在时间蔓延到另一个音素时间，导致

识别率下降；另一方面是当网络参数确定后，DNN
对于这些特征的区分能力是有限的。如图2中15帧
语音与21帧语音所对应的识别率曲线图所示。

图 3给出了输入帧数固定为 11帧，隐层单元数
对识别结果的影响。从图3中可以看出，当隐层数固
定时，增加隐层单元数可以提高音素识别性能。当

隐层单元数较少时，通过增加隐层数量能有效提高

识别性能，但当隐层数过多时，这种改善效果就显得

非常有限。这表明隐层单元数在一定程度上决定了

网络最终的识别率。实际中，过多的隐层单元数和

隐层数会带来庞大的时间开销，而带来的性能改善

却是有限的，所以往往需要折中考虑参数配置。

1 2 3 4 5 6 7 8

/
%
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76

77
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1024  

512  

图 3 隐层单元数不同时的音素识别性能

Fig. 3 Phoneme recognition performance with dif-
ferent number of hidden layer nodes

4.3 不同训练算法的对比实验

上文中简述了各种不同RBM的训练方法及各
自的特点，本实验给出在隐层单元数为 1024、输入
帧数为 11帧时，不同训练算法的识别率对比结果。
从图 4中可以看出，并行回火类算法的识别性能明
显优于对比散度类算法。主要原因在于对比散度与

持续对比散度仅使用一条马尔可夫链进行梯度估

算，而并行回火类算法则依据从原始分布中采样出

的多条吉布斯链对公式 (4)进行计算，其精确度更
高。而本文所提的方法的识别率比对比散度算法提

高约 4.5%，比原始的并行回火算法识别率高 1%左

右，因为通过等能量划分后，相邻温度下的状态交换

率提高了，进而提高了最终的识别率。由此说明在

没有增加计算量的情况下，本文对并行回火算法的

改进在音素识别应用上是有效的。
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PT
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图 4 不同训练算法的音素识别性能

Fig. 4 Phoneme recognition performance of dif-
ferent training algorithms

5 结论

本文首先研究分析了RBM的学习原理，在并
行回火算法的基础之上，根据模型分布所得的样本

能量，进行等能量划分，以提高相邻温度链之间的交

换率，进而提高模型期望的计算精度，训练出较好的

RBM。然后将RBM组成DBN应用于音素识别中，
实验表明，由该方法训练所得的RBM可以有效提
高最终识别率。
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