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摘要：小目标检测是声呐图像理解中最引人瞩目，同时又极具挑战性的任务之一。该文基于离散余弦变换和

K-近邻聚类，提出了一种快速检测方法。离散余弦变换用于生成图像的指纹，是原始图像在二维频域的一种稀
疏表达；改进的K-近邻模型对于带有标签数据的需求量相对较低，提升了算法的处理效率和对弱监督场景的
适应性。经试验验证，该方法可在准确率和召回率之间达到一个恰当的平衡点，同时在实时成像的合成孔径声

呐图像小目标检测中，获得了较为可靠的结果。
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A fast weak supervised detection method of small objects in sonar imagery
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Abstract: Detection of small objects is one of the most attractive and challenging tasks in the comprehension
of sonar imagery. In the paper, a fast detection method is presented under a framework of discrete cosine
transform (DCT) and K-nearest neighbor (KNN) clustering. DCT is used in the generation of image fingerprint,
which contributes a certain spectral sparseness to the original image; and the modified KNN model provides
efficiency with a relatively low demand of labeled data. It is shown in a series of experiments that the method
we proposed can reach a compromise of precision and recall rate, and achieve considerably reliable detection
result on synthetic aperture sonar (SAS) images in real time imaging.
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0 引言

水下图像中小目标的自动检测一直以来是声

图解译领域所研究的重要课题，其成果可应用于许

多水下探查任务中，包括海底打捞、小目标探测、

管线追踪等。文献 [1]中，目前较为先进的深度学
习框架YOLO被用于声呐图像的小目标检测，通
过大量的训练迭代，取得了较好的检测效果。然而

在水下应用场景中，数据的获取往往需要耗费较

多的时间和财力。在某些自主检测应用场景下，无

论人工辅助判读还是计算机的算力，都受到了一定

程度的限制。同时，由于目前对目标先验知识和抵

近目标观察手段的缺少，目标的确认十分困难。在

大多数情况下，研究人员所掌握的数据集相对较

小，标注也不完善，很难对监督学习算法模型进行

有效的训练。在这种条件下，无监督或弱监督学习

方法则更为适用。Klausner等 [2]讨论了一种通过

对海底散射建模，来预测水下目标是否存在的方

法。Wang等 [3]将行人检测领域中的方向梯度直方

图 (Histogram of oriented gradient, HOG)和支持
向量机 (Support vector machine, SVM)用于水下
目标的检测。Williams [4]通过一组模板提取目标的

阴影，并根据阴影的特征进行决策。Kim等 [5]基于

自适应增强算法实现了基于声图的实时水下目标

检测。Ma等 [6]利用最小二乘支持向量机方法降低

了侧扫声图人工目标检测的虚警率。针对掩埋线

缆目标的识别问题，Maussang等 [7]提出了局部统

计参数融合的思想。在合成孔径声呐图像中，目标

的阴影与高亮区域也是目标识别的重要特征 [8]。此

外，Sawas等 [9]提出利用分类器级联方式可实现水

下目标快速检测。

一般情况下，声图中小目标的检测主要关注两

类课题：(1)对大范围水下场景中感兴趣区域 (Re-
gions of interests, ROI)的提取；(2)为每一可能含
有小目标的感兴趣区域赋予正确的标签。这些课题

在广义上都可归为对图像中潜在的候选区域的分

类问题。为降低遍历图像的时间开销、增强对图像

的概括，通常需要进行数据降维，将图像变换至某一

特征域，实现对内容的抽象。

本文提出了一种基于离散余弦变换 (Discrete
cosine transform, DCT)和K近邻 -高斯混合模型
(K-nearest Gaussian mixture model, KN-GMM)的
检测方法。检测过程共分为两个步骤，步骤 1中，首
先从声图中提取一系列包含可疑目标的候选区域，

并评估置信度用于辅助决策。这类检测方法可以胜

任大多数实时目标的标注任务，但对于有更高精确

度要求的任务，需要采用步骤 2的方法进一步精化
结果，即通过候选框回归和决策以精确分析和筛选

备选目标，这一处理有效地降低了虚警率，但在计算

消耗上有所增加。本文所提出的快速检测方法框架

如图1所示。
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KN-GMM 
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图 1 本文所提出的快速检测方法框架

Fig. 1 Framework of proposed fast detection method

1 小目标快速检测

1.1 图像块的指纹提取

步骤 1主要完成一系列候选边界框的获取，对
声图进行粗略标注。每一帧原始实时图像将被划分

为统一尺寸的图像块，算法将预测每个图像块中是

否有目标存在。该预测主要基于谱的稀疏性特征和

数据集中学习到的知识。最后，相邻的候选图像块

将被合并以形成粗略的边界框。

步骤 1首先需要对图像进行一系列预处理操
作。对于合成孔径声呐 (Synthetic aperture sonar,
SAS)图像，由于相干斑噪声的存在，需要进行自适
应滤波处理。接着，通过引入图像均衡和增强缓解

图像中不同位置散射强度的差异。除此之外，还需

使用海底跟踪方法预先将海底和水体区域分离，检

测时对二者分别处理，再对图像进行下采样并分成
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小的图像块。对图像进行下采样的过程可表示为

Î = downsample(g(I)) =


Î11 · · · Î1n
... · · ·

...

Îm1 · · · Îmn

 , (1)

其中，I ∈ RA×B表示原始图像，̂I ∈ Ra×b表示下采

样图像，Iij ∈ RS×S为m× n图像块，g(·)是自适应
相干斑抑制器。

图像块的网格划分将保留一定的重叠范围 (通
常为 50%)，以减少边界效应的影响。为了使图像
块具有相同的尺寸，对图像的最后一行或一列一般

会采用更高的重叠量。换言之，m、n 可通过式 (2)
计算：

m = 2
⌈ a
S

⌉
− 1, n = 2

⌈
b

S

⌉
− 1. (2)

在声呐图像中，每个像素在物理上有固定的距

离和方位分辨率。考虑到这一特点，图像块尺寸S

的确定需要参考整幅图像的尺寸以及分辨率，满足

每个图像块具有恒定的长度L。设 r为声呐图像的

平均分辨率，约束条件可表达为

S = 2

⌈
log2

aL
Ar

⌉
, (3)

这里，为便于DCT的计算，强制S为2的整数幂。
接下来，算法将预测每个图像块中是否存在目

标，这时面临的主要问题就是特征描述子和分类器

的选择。本文采用的特征描述子基于DCT和链码
(chain coding)，如图 2所示。DCT生成一个图像块
的频谱能量图，其纹理类似于人类指纹，可作为图

像块的唯一标识。主成分位于能量图的左上角，代

表了稳定的低频区域。因此，从能量图中取出一个

4×4矩阵，并用特定的链码对其进行排序，以保留纹
理图案：

vij = ω · chaincode
[
DCT

(
Îij

)]
, (4)

这里，DCT(·)代表图像块的离散余弦变换，chain-
code(·)代表链码，亦是DCT矩阵的查找表。

1 4 5 16

2 3 6 15

9 8 7 14

10 11 12 13

DCT

...

16

3

2

1

图 2 图像块指纹生成示例

Fig. 2 An example of the generation of image block fingerprints

同时，除DCT指纹外，算法还将计算每个图像
块的标准差、动态范围和熵，以生成显著图，作为下

一步图像指纹分类的正则项。

σij=

√√√√ 1

S2

S2∑
k=1

(
Îk
ij − E

(
Îij

))2

,

dij=
1

S2

S2∑
k=1

(
max

(
Îk
ij

)
− min

(
Îk
ij

))2

,

hij = − 1

N

N∑
k=1

p
(ij)
k log

(
p
(ij)
k

)
.

(5)

1.2 K近邻 -高斯混合模型
将图像块的指纹输入基于KN-GMM的分类

器。经典的K-近邻 (K-nearest neighbor, KNN)模
型通过在距离度量 (如欧几里得或曼哈顿距离)下

找到k个最近的训练样本，并以多数的标签作为测

试样本的标签。由于算法直接采用向量化的图像指

纹作为分类器的输入，在没有在特征空间中进行更

高级别的抽象，因此在处理小样本问题和含有错误

标签数据问题时保留了很好的稳健性。然而，这种

简化也导致了一些潜在的问题：(1) 计算量将随着
数据集的扩充而增加；(2) 当特征维数增加时，距离
度量变得不再有效；(3) 算法不适用于类别不均衡
的数据集。

为适用于对较大数据集和类别不均衡数据集

的分类任务，对经典KNN模型进行改进，在算法框
架中引入预处理k均值聚类和GMM以增强该模型
对数据的概括能力。

首先，假设某一特定类别的数据服从高斯混合
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分布。设数据集为X = (x1, x2, · · · , xN )，标签为

Y = (y1, y2, · · · , yN )，可被描述为

p (X|yi) =
L∑

l=0

αlp (X|µl, yi)

=
L∑

l=0

αl exp
(
−1

2
(x− µl)

T
−1∑
l

(x− µl)

)
, (6)

其中，T表示转置，这里，强制αl为统一的值以应对

数据集中类别不平衡的特点。

不同于经典KNN模型采用欧几里德距离度量
去寻找 k个最近邻样本，改进算法通过求解K 近
邻 -高斯混合期望向量 (µ1, µ2, · · · , µK) 来预测测

试样本的标签。标签的预测值 ŷ通过可贝叶斯方程

来表示：

ŷ = arg max
y

p (y|x)

= arg max
yi

p (x|yi) p (yi)

≈ arg max
yi

p (yi)
K∑

k=1

p (x|µk, yi) p (µk). (7)

这里，从KN-GMM中计算出的概率可作为图像块
的置信度得分：

C (x) = p (yi)
K∑

k=1

p (x|µk, yi) p (µk). (8)

GMM的训练过程如下：首先，进行K-均值聚
类。具有某一类别标记的数据被分成L个聚类以形

成GMM模型L个原始分量。对于每个聚类，估计期

望µl和标准差
∑

l
来初始化GMM。接着，通过最

大期望 (Expectation maximization, EM) 算法来迭
代训练GMM。GMM用于预测训练样本，那些预测
不正确的样本会反过来修正GMM 的参数值。直至
没有训练样本被错误预测时，迭代结束。KN-GMM
的训练过程如图3所示。

对数据进行手动标注时，一般采用矩形框对图

像中出现目标的位置进行标注。换言之，一个声图

片段的标注中将包含一系列矩形框的坐标和它们

所对应的类别标签。在弱监督场景下，未标注区域

将被视作 “疑似负样本”。对这些未标注或标注不全
的样本，将首先借助基于式 (5)所示的局部统计特
征的显著图这一外部正则化条件，找出在局部统计

先验下的L2范数最大似然标签：

yMLE = arg max p (X;)

∝ arg min
yi

∥Λ (X −Xyi
)∥2 , (9)

其中，X = (σ, d, h)
T
为未标注块的局部统计量，

式 (9)中采用L2范数即为默认该局部统计矢量与
各类中心之间的距离符合高斯分布。式 (9) 中权重
参数矩阵Λ = diag (λσ, λd, λh)是一个对角阵，用于

调整 3种局部统计特征的偏好，本文方法直接按照
直观理解将其赋为固定值，将三者归一化。也可考

虑使用前述的GMM模型对这三个参数进行学习。
在最大似然标签的监督下，这些未标注或标注不全

的样本就可以转化为一般的监督学习场景。

通常，将一个 200 m×400 m大小、含有目标的
声图片段分割成 5 m×5 m、包含 50%重叠的图像
块，所有和标注矩形框相交的图像块都将被视作正

样本，这样便可以得到大约包含6000个样本的数据
集。这种量级的数据足以训练KN-GMM，可保证在
弱监督学习应用场景下，检测系统具有较为可靠的

性能。

考虑增量学习的情况，新加入的数据样本将同

样首先进行K-均值聚类，然后用于修正GMM模型
的参数值。

最后，通过对比置信度的预测矩阵和由每个

图像块的标准差、动态范围和熵生成的显著图，剔

除上述两个值与其他样本具有较大差异的候选图

像块。采用KN-GMM和显著图指导的预测过程如
图 4所示。

K-
GMM

E D

图 3 KN-GMM的训练过程

Fig. 3 Procedure of training KN-GMM
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K-
GMM

C↼x↽ C(x)

图 4 采用KN-GMM和显著图指导的预测过程
Fig. 4 Procedure of predicting using KN-GMM and a guidance saliency map

1.3 ROI回归及决策
如应用场景对准确度有更高的要求，可采用步

骤 2进一步处理。步骤 2中首先对图割算法进行了
改进，使之可以适用于图像中 3种标签部分的分割；
对于每个边界框，采用这种改进算法将框内的图

像分割为背景、疑似目标的高亮和阴影部分。图割

方法使用高斯混合模型对三者建模，算法将预先在

ROI上进行K-均值聚类以初始化背景、阴影和高亮
部分，再迭代执行高亮/背景和阴影/背景分割。在
高亮/背景分割中，阴影和真实的背景均被认为是
背景，同理，在阴影/背景分割中，高亮和真实的背景
被认为是背景。基于阴影部分总是比高亮部分稍暗

一些的先验知识，均值较高的阴影高斯分量和均值

较低的高亮高斯分量将进行标签交换。同时，参考

侧扫声呐成像几何关系，位于高亮部分近端的阴影

将会被直接丢弃。

完成对ROI的图像分割后，一些没有检测到前
景或是前景中只有很少分散像素点的ROI将会被
丢弃。接着计算高亮部分的最小外接矩形来估计目

标的尺寸，并通过对比高亮部分以及其形态学膨胀

邻域计算目标强度。经上述处理后，绝大多数虚警

将会被排除。ROI回归和决策过程示例如图5所示。
最后，步骤 2将对经虚警滤除后仍然保留的边

界框进行回归。通过计算高亮部分的中心像素，边

界框将被重新定位，使目标位于边界框的中心，以获

取更为精确的ROI，步骤 2处理流程如图6所示。图
像分割的引入提升了算法对弱监督场景的适应能

力：首先，步骤1中所有和标注区域相交的图像块都
将被视作正样本，步骤 2中图像分割提供了对目标
范围的精确描述，标注不够确切的边界框将被重新

定位。

KN-GMM

图 5 ROI回归和决策过程示例
Fig. 5 An example of ROI regression and determination process

ROI &

图 6 步骤 2处理流程
Fig. 6 Procedure of Phase 2

2 试验结果

2.1 数据集

对检测效果的评估主要基于专家标注的高频

SAS图像数据集。数据集由一系列200 m×400 m的
连续实时SAS条带图像片段组成，并对条带图像片

段中的小目标进行人工标注作为真实标记 (Ground
truth, GT)。以在丹江口水库布放的两类仿制目标
为例，如图 7所示，图中几个目标被放置在湖底，包
括ϕ3 cm电缆和ϕ40 cm圆柱体煤气罐。目标的图
像及其高亮 -阴影分割结果如图8所示，第一行为目
标实物照片，第二行为目标高频SAS图像，第三行
为目标高亮 -阴影分割结果。
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图 7 两类目标的正样本及其真实标记

Fig. 7 Two positive samples and their ground truth
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图 8 布放目标示例

Fig. 8 Examples of counterfeit targets

2.2 检测结果

采用图 7中的样本 2(丹江口水库试验数据，包
含电缆和圆柱体目标)，从中获取15138 个图像块来
训练KN-GMM，对南中国海试验数据中圆柱体目
标的检测的实例如图9、图10和图11 所示。

借助显著图指导和ROI回归的处理，所有疑似
区域的目标均被正确标出。下面，使用不同尺寸的、

从不同地点获取的数据集进一步验证算法的鲁棒

性。采用A、B、C三个试验数据集，分别来自丹江口、
千岛湖和南中国海，字母A、B、C后面的数字代表所
使用的片段编号。数据集被标注为0 ∼ 4等级，代表
5个渐进的置信度，其中等级 0代表不存在目标，等
级4代表存在确信的人造目标。在一般场景下，3个

模型均采用高召回率约束 (即认为 2 ∼ 4等级目标
均为正样本)进行训练。采用与弱监督学习相关的
工作，HOG和SVM作为对比方法。

算法的精确度 (Precision, P )和召回率 (Recall,
R)可由检测结果和真实标记统计计算得到。连通
的正样本图像块被认为是同一个目标。例如图 8中
的样本 1，总共有 5个正样本。此外，本文还选择了
F值 (F -measure)作为对算法的整体性评估：

F =

(
1 + β2

)
PR

β2P +R
, β = 1. (10)

如表 1所示，本文方法可在数据集较小时获得
相对较低的虚警。
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表1 不同数据集试验中得到的精确度和召回率

Table 1 Precision and recall rate of experiments on different dataset

序号 训练集 测试集
HOG + SVM 本文方法

精确度 召回率 F 值 精确度 召回率 F 值

1 A1 A64 0.620 0.721 0.667 0.803 1.0 0.891
2 A4 A64 0.714 0.819 0.763 0.824 1.0 0.904
3 A32 A64 0.821 0.901 0.859 0.859 1.0 0.924
4 A64 A64 0.865 0.951 0.906 0.859 1.0 0.924
5 A1 C123 0.563 0.547 0.555 0.776 0.852 0.835
6 A4 C123 0.615 0.652 0.632 0.781 0.930 0.849
7 A32 C123 0.772 0.852 0.810 0.762 0.948 0.845
8 A64 C123 0.795 0.913 0.850 0.773 0.948 0.851

/m /m /m /m

(a)  

/
m

/
m

/
m

/
m

50 100 150

50

100

150

200

250

300

350

(b)  

50 100 150

50

100

150

200

250

300

350

(c)  

50 100 150

50

100

150

200

250

300

350

(d)  

50 100 150

50

100

150

200

250

300

350

图 9 基于图像指纹和KN-GMM的预测结果示例 1

Fig. 9 Example 1 of predictions by image fingerprints and KN-GMM
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图 10 基于图像指纹和KN-GMM的预测结果示例 2

Fig. 10 Example 2 of predictions by image fingerprints and KN-GMM
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图 11 基于图像指纹和KN-GMM的预测结果示例 3

Fig. 11 Example 3 of predictions by image fingerprints and KN-GMM

2.3 算法性能

实时工作条件下，一般将以流水的形式逐帧对

条带式侧视声图进行目标检测处理。当图像帧达到

一定大小后，触发一次检测计算，并要求在下一帧相

同大小的图像累积结束前完成检测。图像帧的生成

时间可由沿航迹向分辨率和拖体的运动速度计算

得出。通过对比目标检测的时间开销和产生该图像

帧所需的测绘时间，可大致估计出算法是否满足实

时性要求。若检测时间开销有较大冗余，还可选择

设置一定比例的帧重叠，以改善在帧边界的目标检

测效果。

数据集A、B、C典型图像的处理结果如表 2所
示。所使用CPU配置为 i5四代，8 GB内存。

随着图像中疑似目标数量的增加，本文算法在

步骤 2中的时间消耗也会增加，因为对每一个疑似
目标都需基于图割进行ROI回归和决策。由于步
骤 1的设置目的在于尽可能地减少漏检，步骤 2则
用于排除虚警，可以认为若获取的ROI与正样本差
异越大，场景越复杂，步骤 2的必要性就益发凸显。
为满足实时性要求，算法将对尺寸超出一定范围的

ROI进行下采样以避免图割计算时间过长，同时引
入目标的属性进行预评估。所提出算法可以满足实

时性要求，但不能保证可适用于最坏的情况。

表2 本文方法在不同场景下的效果

Table 2 The performance of proposed
method on different scene

数据集 A B C

像素 18980× 6000 9941× 5274 12576× 5216

正样本 4 6 4

ROI标注数量 9 54 4

图像帧生成时间/s 380.00 226.08 251.54

步骤 1处理时间/s 39.33 17.26 18.93
步骤 1和步骤 2
的处理时间/s

51.32 44.58 23.13

3 结论与展望

3.1 结论

本文提出了一种用于水下小目标检测的快速

弱监督学习算法。算法包含基于DCT和KNN用于
获取较高目标召回率的步骤1和基于图割算法用于
消除虚警的步骤 2。DCT对目标区域的海底地物散
射变化进行了总体描述，KNN模型为低可靠性数据
提供了兼容性，增强了对小样本集的适应能力，基于

图割的回归步骤使检测系统更加准确和高效。在合

成孔径声呐的不同数据集中的试验结果证明本文
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方法在一般情况下，可以满足实时性要求，同时在使

用较小训练集时，可以达到相对较高的精确度和召

回率。

3.2 展望

步骤 1和步骤 2的级联构造了一种简单框架以
实现对精确度和召回率的折中，但仍存在一些局限，

有待未来进一步的工作中解决：

(1) 复杂场景中的灵活性。本文方法在地貌丰
富 (如从千岛湖获取的数据集B)的图像中测试时，
步骤1的效果较差。在目前的框架下，只能采用独立
的手动级别1来标注自然地形，期望通过KN-GMM
来消除干扰。复杂场景的自适应一直是目标检测中

的一个重要话题。

(2) 增量学习。KNN模型的特点决定了其预
测时间将随着数据集规模的增大而大幅增加。对

KN-GMM 进行优化可降低时间消耗，但从增量学
习的角度来说，效率仍有待提高。

(3) 虚警消除步骤的优化。本文方法的步骤 2
对于简单虚警的消除略显复杂。可以使用预评估消

除一些容易判断的虚警，从而避免使用图割，降低时

间开销。

(4) 强化对目标细节信息的利用。本文方法主
要针对颗粒度较为粗糙的分类体系，DCT指纹特征
更关注声图的局部区域特征，这样的框架保留了对

地物场景的整体概括，但目标的细节信息 (如多视
角特征等)并未得到充分利用。在步骤 2中增加对
目标特征的提取和筛选将有助于提升算法对于更

精细的分类问题的适应能力。
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